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3,4, 8, 11E? Una red neuronal puede completar esta serie sin conocer el algoritmo subyacente, mediante una
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especie de sentido intuitivo virtual. Os mostramos c—mo las redes neuronales resuelven problemas mediante

la simulaci—n y el comportamiento del cerebro humano.

i buscamos una ruta en un mapa,
Snuestros ojos irfn casi directa-

mente hasta la soluci—n mis efi-
ciente. El cerebro humano es capaz de
tomar decisiones sin prestar mucha aten-
ci—n a los algoritmos de optimizaci—n o los
ctlculos de distancias Este mZtodo intui-
tivo estt muy alejado de los odenadores
digitales. Los programas conwencionales
de ordenador suelen opear mediante solu-
ciones matemftticas lo que los hace inefi-

cientes pam tareas como la pedicci—n y
reconocimiento de patrones Un tipo de

programa experimental conocido como

Red Neumponal Artificial , RNA, resuele este
problema intentando que el ordenador
funcione de manera parecida a la del cee-

bro humano.

Una red neuronal artificial simula un
conjunto de cZlulas nerviosas conectadas
mediante rutas ponderadas Uno de los
usos de estas edes neuonales en las que

ANDREAS ROMEYKE

ha tenido Zxito es el campo del econoci-
miento de caras. Una red neuronal puede
reconocer una caa en base a un conjunto
de p’xeles coloreados a pesar del ruido o

la distorsi—n, de manea similar a un

humano. Otras aplicaciones de la tecnolo-
g'a de las redes neuonales incluyen el

reconocimiento —ptico de cacteres o las
predicciones de la actividad del Sol o de la
variaci—n del pecio de las acciones de
bolsa.
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Figura 1: Los neur ocientific os fundament an la cap acidad del c erebro
humano para reconocer patr ones o predecir estados de sistema que
son dificile s de calcular en la dispo sicién r amificada de las células

nerviosas.

En este art’culo daremos un repaso a
algunos de los principios bfsicos de las
redes neuonales y presentaemos la
librer'a libfann, desarrollada en software
libre, que podemos usar paa construir
nuestras propias aplicaciones de edes
neuronales

Modelo de F uncionamient o
Nat ural
Las redes neuonales artificiales simulan la
estructura del cerebro. Una red neuronal
modela el efecto de un conjunto de neuro-
nas que influyen unas en otras mediante
un gran ncemeo de conexiones. Damos
diferentes pesos a las congiones neurona-
les, que representan las fibras de los ner-
vios del cerebro, para genemr un valor
dado como respuesta a un patr—n espec’-
fico de las neuronas de entrada. Las cone-
xiones entre las neuronas reciben un ajuste
fino mediante un proceso denominado
training (entrenamiento). Mediante este
proceso de entenamiento la red neuronal
aprende a asociar patones espec’ficos de
entrada con valores espec’ficos de salida.
Si el entrenamiento ha tenido Zxito, nues-
tro cerebro artificial sert capaz de descu-
brir soluciones que no se le presentaon
espec’ficamente como ejemplos

La Figura 1 muestra una cZlula nerviosa
en un modelo natural de la neurona utili-
zada en RNAs Las cZlulas nerviosas com-
prenden un ncecleo celular y dendritas que
salen de ella. Estas dendritas tansportan
los impulsos elZctricos al ncecleo de las
cZlulas Sila suma total de estos impulsos
supera un umbral predefinido (potencial
de acci—n), la neunna se activa, enviando
impulsos a las cZlulas a las que estf conec-
tada.

Figura 2: Al igual que su c ontr aparte natural, las neur onas ar tificiale s
calculan la suma de lo s potenciales de actuacién de las neur onas

enlazadas a ella y p asan la sefial a otr as neuronas a tr avés de cone-

xiones ponderadas. La modificaciéon de lo s diversos factores de la

Una  neuronal
artificial simula las
propiedades de su hermana natual: Suma
los potenciales de sus dendritasaplica una
funci—n fija de activaci—n y pasa elasul-
tado a las cZlulas a las que est} conectada
(vZase la Figua 2). Los enlaces a otas
neuronas reciben un peso paa atenuar o
amplificar la se—al transmitida por esa
ruta.

La funci—n de activaci—mdefine el
umbral en el cual se activarf la neurona.
Por debajo de este \alor la neurona no
enviarf ninguna se-al. Esta funci—n a
menudo es una simple funci—n de umkal
gue devuelve un 1 si la suma de todas las
salidas est} por encima de un \alor espec’-
fico. La funci—n de actiaci—n se suele
representar como una neuona sepaada

conexion in fluird en el c omportamient o de la red neuronal.

conocida como on neuron 0 neurona de

activaci—n. Bdemos as’ asignar el peso a
esta neurona del mismo modo que a los

enlaces de otas neuronas

Disefio
El proceso de entenamiento adapta la red
neuronal ante una situaci—n espec’fica. Sin
embargo, a nivel estructural, el desarrolla-
dor tambiZn debe elegir una topolog’a paa
la red neuronal que refleje el uso pam el
cual se estt dise—ando. Los distintos tipos
de enlaces ente las neunas dan como
resultado redes con canacter’sticas dife-
rentes [2].

Una de las topolog’as de ed mis senci-
llas y mejor estudiadas por la comunidad

Figura 3: El perceptron multicap a, que permit e a los potenciales propagarse desde las

entr adas a las salidas sin bucle s de retr oalimentacion, es la estruct ura de red neuronal ar tifi-

cial més s encillay mejor e studiada.
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cient'fica es el modelo feed forward Multi-
Layer Perceptron (MLP) [3]. Este modelo
divide la red en capas sepaadas Esta red
no tiene retroalimentaci—n, en otas pala-
bras: el potencial de actuaci—n simple-
mente se propaga de izquierda a derecha
(vZase la Figua 3).

La capacidad de una ed neuronal, como
la posibilidad de reconocer pationes o pre-
decir valores es resultado de la estructurma
interna de la red.

Las siguientes opeaciones cambian las
caracter’sticas de una ed neuronal artifi-
cial:
¥ a—adir nuevas coneiones o eliminar

existentes
¥ modificar los pesos de los enlaces ente

neuronas
¥ modificar los valores umbral de las neu-
ronas
¥ a—adir o eliminar neuronas
El entrenamiento proporciona los pesos
adecuados paa resolver un problema
espec’'fico. En el caso de econocimiento
de caracteres la entrada podra ser un

mapa de bits o un fragmento de un texto y

los caracteres coincidentes En el caso del
comportamiento de la bolsa o de la activi-

dad del Sol, se usan datos hist—ricos par
entrenar a la red neuronal (vZase la Figua

6). Una funci—n de apendizaje compara

los ejemplos de entrada con los valores
objetivo y modifica los enlaces de las neu-
ronas, ajustando los pesos hasta que la
reacci—n de lagd se ajusta al objetivo.

Dentr o de la Ment e

Usaremos un sencillo ejemplo para descri-
bir lo que ocurre en una red neuronal en la
fase de apendizaje. Imaginemos que que-
remos una red con cuatro neuronas pam
predecir el valor medio de dos ncemens
(vZase la Figum 4). A la izquierda de la
figura, los ncemeos 0.1 y 0.3 alimentan a

las neuronas de entrada. Los enlaces ente
neuronas tienen pesos aleatorios en un pri-
mer momento. La funci—n de actiaci—n,
que define la manera en la que reacciona
una neurona ante su entrada, esf(x)=x .

Las redes neuonales artificiales mis

Figura 4: El compor tamient o de una red neuronal se define por la ponder acién de los enlaces y
de las neur onas de activ acion, que fijan el umbr al a partir del cual las neur onas pasaran un

estimulo a las siguient es.
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potentes necesitan obviamente funciones
mis complejas pero este sencillo ejemplo
es adecuado paa explicar el principio sub-
yacente

Si las neurnas de entrada tienen los
valores 0.1y 0.3, al ponderar las conexio-
nes obtenemos los siguientes walores:
(0.1*1.0 + 0.3*0.9 + 1.0*0.4) = 0.77
para la primera neurona N(1.1), y (0.1*0.2
+ 0.3*0.3 + 1.0*0.7) = 0.8 1 para la
segunda neuona N(1.2). La neurona
situada entre las capas de entada y salida
tienen un valor de (0.77*0.5+ 0.8 1*0.1 +
1.0*0.2) = 0.666 . La neurona de salida
devuelve un valor de: 0.666*0.2 +
1.0*0.3) = 0.433 , a pesar de que la media
correcta entre los noemens 0.1y 0.3 es0.2.

En otras palabmas, la red neuronal no se
ha quedado demasiado ceca del valor
correcto en esta primei pasada. Rra per-
mitir que se acergue al resultado correcto
tenemos que modificar la ponderaci—n de
los enlaces neupnales Las contribuciones
al error nos permiten descubrir quZ pesos
de quZ neupnas tenemos que coregir. La
contribuci—n del eror es la ra'z cuadrada
del valor esperado de salida, menos la &'z
cuadrada de los valores obtenidos en las
neuronas de salida. Este walor se conoce
como valor cuadritico medio (MSE —
MQLE).

Marcha Atras

Los potenciales de acci—n genaimente se
mueven hacia adelante a tavZs de la red
desde la entlada hasta la salida (feed for-
ward). Un mZtodo de aprendizaje cono-
cido como propagaci—n hacia atrfsa sin
embargo, en direcci—n contria: alimenta
a toda la red hasta la entrada con el valor
del error devuelto por la salida en funci—n
de la ponderaci—n de las condones indivi-
duales La distribuci—n de los \alores del
error sobre los nodos de la led proporciona
la base palm modificar la ponderaci—n.
(Los expertos han desarollado muchas
otras tZcnicas ademis de la wpagaci—n
hacia atrts as’ como otros mZtodos que
prometen mejores resultados paa ciertas
tareas).

La Figura 5 muestra c—mo la contribu-
ci—n del eror se propaga hacia atrs desde
la salida hasta la entrada. El potencial de la
neurona de salida es la suma de sus dos
enlaces: el enlace a la neuona de activa-
ci—n, con un peso dé.3, y la conexi—n a la
neurona de la capa sulyacente que tiene
un peso de0.2. En funci—n de esto, la con-
tribuci—n del eror (0.433 - 0.2 =0.233) en



la neurona de salida se distribuye sobre los
dos enlaces La ruta hasta la neurona de
activaci—n tiene una cuota del 0.3/
(0.2+0.3) = 60% , mientras que la ruta
hasta la neurona subyacente tiene una
cuota del 0.2/(0.2+0.3) = 40% . Este
mZtodo permite calcular el potencial del
error total para cada enlace neuonal.

Por celtimo, un factor fijo de aprendizaje
dicta c—mo influye una contribuci—n de

error a la ponderaci—n. Una buena elecci—n

del factor de aprendizaje es un requisito
importante para un entrenamiento efec-
tivo. Al igual que muchos otros parfmetios
de lared, este factor a menudo es descono-
cido hasta que comenzamos el apendi-
zaje. Para completar el entrenamiento de
una red neuronal artificial tenemos que lle-
var a cabo un gran nocemeo de ciclos de
retroalimentaci—n con pagjas de \alores
de entrada y salida pafa el problema que
necesitamos esolver.

Plan de Entr enamient o
Obviamente las ponderciones nunca
deber’an ser cep, ya que no habr'a manera
de trazar los errores hacia atrts Una pon-
deraci—n demasiado conceréida o dema-
siado dispersa tambiZn tienen un efecto
negativo en el proceso de apendizaje. Para
que una red neuronal artificial sea eficiente
es preferible que las se—ales se ppaguen a
travZs de toda la ed, excepto por algunas
freas espec'ficas de la misma que deban
controlar patrones espec’ficos

En lo que se refiere a aplicaciones pricti-
cas la sencilla funci—n de actiaci—f(x)=
X se reemplaza por una tangente hiperb—-
lica 0 una funci—n sigmoidal. Esto mejoa el
rendimiento de la red neuronal, ya que
estas funciones pueden mapear un ango
de entrada infinito hasta valores controla-
bles. La retroalimentaci—n tambiZn supone
que la funci—n de actiaci—n puede iner-
tirse La ventaja de este esfuerzo gtra es
que los perceptrones de tres capas son
capaces de apender arbitrariamente, fun-
ciones matemzticas suponiendo que usan
funciones de activaci—n no lineales adecua-
das

La Libr eria FANN

La Fast Artificial Neur al Network Library
(FANN) es una librer'a desarmwllada bajo
software libre que proporciona una inter-
faz en C para implementar redes neuona-
les multicapa. Esta librer'a fue desariollada
en 2003 por Steffen Niessen en la
Universidad de Copenhague como parte de
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sus investigaciones
cientfficas, y acen estt
bajo desarllo
activo. Libfann es
ffcil de utilizar, estt
bien documentada y
funcionart en cual-
quiera de las princi-
pales plataformas La
pfgina del proyecto
dispone tambiZn de
un par de ejemplos
pricticos que facili-
tan c—mo iniciase en
ella. Aparte de C,
existen enlaces pan

todos los lenguajes
de programaci—n
m¥s usados En el
momento de escribir
este art’culo, libfann
es una de las imple-
mentaciones m¥s rfpidas paa la simula-
ci—n conedes neuonales

La mayor’a de las distribuciones de Linux
incluyen la versi—n 1.2 de libfann. Con el
comando aptitude install libfannl-dev
podemos instalarla en Debian. Encontare-

mos el c—digo fuente en [1], c—digo que

podemos compilar de la maneil usual: con-
figure; make; make install.

Compilar a Medida

Todas las aplicaciones con edes neuona-
les son diferentes resultando imposible
explorar todos los matices de este com-
plejo campo en un solo art'culo. La pfgina
del proyecto libfann incluy e un manual de
referencia con la descripci—n y notas de
uso de las funciones de la librer'a. En la
pfgina Web de Linux Magazine [4] encon-
traremos un programa de ejemplo escrito
en C que crea una red neuronal y luego la
entrena.

Si le apetece @perimentar, algunas de
las funciones m¥s importantes de libfann
son: fann_train(), fann_run() y
fann_test(). fann_train() aguarda una
estructura de red, siendostruct fann * ann;
su primer partmetro. Podemos realizar la
llamada
ann=fann_cr eate(connection_ate, lear-
ning_rate, num_layers,num_input,
num_neurons_hidden, num_output); para
crear la estructura. El partmetro connec-
tion_rate especifica la intensidad de los
enlaces ente neuronas Un valor adecuado
suele serl.0. El valor de learningrate debe-
r'a estar entre 0.7 y 0.000QL. El partmetro
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Figura 5: Las r edes neur onales aprenden cometiendo err ores al adivi-
nar v alores especific 0s, tr azando esos errores hacia atras a tr avés
de toda la estruct ura, y volviendo a ponder ar los enlaces individuale s
a las neur onas en funcién de la ¢ ontribucién de e se error en compara-
ciéncon el err or t otal.

num_layers, y los valores que le siguen,
indican a libfann el nceme de capas de la
red y el naeemeo de neuronas de cada capa.

Entr enamient oy
Pensamient o

Los paralelismos con el pensamiento de
los humanos son cetiles paa comprender lo
gue ocurre durante el proceso de apendi-
zaje y para descubrir la fuente de cualquier
problema de la red neuronal. DespuZs de
todo, una red neuronal intenta emular la
estructura del cerebro humano. Si la sesi—n
de entrenamiento se alimenta con datos
hist—ricos en aden cronol—gico, la ed
podr'a desarmllar una visi—n de tcenel. En
otras palabras la red neuronal artificial
simplemente codificar'a la estructura del
primer ejemplo, o primer a pareja de ejem-
plos en sus neumonas. Esto afectara a la
capacidad de la led neuronal para manejar
nueva informaci—n. Un oden aleatorio evi-
tar'a la generalizaci—n pematura, y de esta
manera tener que volver a entrenar la red
neuronal despuZs de que una estructua
invilida se haya establecido en los enlaces
neuronales El script en Perl [5] asegura el
orden aleatorio de la informaci—n.

La informaci—n que la ed no ha visto
durante el entrenamiento nos auda a
valorar la capacidad de abstacci—n de la
red neuronal en un momento dado del
mismo. El script Perl [5] divide la informa-
ci—n en subconjuntosEl error que aparece
aqu’ se refiere al valor cuadritico medio
genemlizado, o MQGE. Junto con el eror
cuadritico medio de aprendizaje (MQLE),
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fann_set_activa-
tion_function_out-
put(ann, FANN_SIG-
MOID), la funci—n
tangente  hiperb—
lica.

El factor de apren-
dizaje tambiZn tiene
una importante
influencia en el Zxito
o fracaso del ente-
namiento, ya que
especifica el efecto

Figura 6: Una r ed neuronal con tr es capas de neuronas aprovecha los
datos de la actividad del s ol en los dltimo s 30 afios, que sir ven para
entr enar a las neur onas y poder pr edecir la int ensidad del s ol para el

afio que viene.

indica si la red neuronal est} preparada

para predecir el futuro, o si necesita acen
mis entrenamiento. Libfann inyecta los

dos valores mediante las funcionesfann-

test(ann, inputarray, expected_outputa-
rray) y fann_get MSE() . Por celtimo,

fann_save(ann, filename) guarda la

estructura de red y los pesos actuales paa

Su posterior uso.

Vida Real

Que el entrenamiento tenga Zxito 0 no
depende no s—lo de la informaci—n y del
orden de la informaci—n, sino tambiZn de
que la estructura de la red sea adecuada
para la tarea, empezando por la funci—n de
activaci—n. Libfann usa la funci—n sigmoi-
dal por defecto, la cual es adecuada paa
predicci—n de la actividad solar y otos
fen—menos que tienen unango positivo.
Para variaciones del precio de las acciones
y otras series tempoales que contienen
valores negativos necesitaemos

de los errores del
aprendizaje sobre la
ponderaci—n de los
enlaces ente las
neuronas y en el
noemeo de neuronas de la red. El ncemeo
de neuronas de la capa intermedia deber'a
mantenerse al m'nimo en un primer
momento. Entre tres y un mfximo de 15
neuronas nos servirfn paa la mayor'a de
las aplicaciones Mediante ensayo y error
tambiZn podemos acecarnos intuitiv a-
mente al noemeo adecuado. Rra esta
sesi—n de engnamiento, 500.000 pasos de
aprendizaje deber’an ser suficientes

Si el neemen de errores en el apendizaje
no baja de manerma continua, la red se ha
atascado en un m’nimo local, y su rendi-
miento no mejorart por mucho que conti-
nuemos en entenamiento. En este caso
tendremos que riniciar el entrenamiento
con un factor de entrenamiento menor, y
probablemente tengamos que cambiar la
estructura de la red. Si estudiamos el
archivo fann_savepodremos averiguar por
quZ no podemos mejoar el rendimiento
de la red mediante el entrenamiento. A
menudo neuronas concretas con un peso
excesivo interfieren

en el proceso de
aprendizaje.

Si el error en el
aprendizaje conti-
ncea bajando, como
se muesta la Figura
7, ya podemos acu-
dir al error generali-
zado. Si la curva es
suave, no podemos
espelr una buena

Figura 7: Si el entr enamient o ha tenido éxit o, el err or de apr endizaje
(MQLE) descendera de forma c ontinua. Al mismo tiempo
ronal continGa mejor ando su cap acidad para extr aer los valores. Esto
se representa como un descenso del valor del err or generalizado

(MQGE).
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capacidad predic-
tiva. La red ha
aprendido los valo-
res de entena-
miento a fuego y se
le atragantan los

, lared neu-
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valores desconocidos de entada. Para
cambiar esto tendremos que reducir el
noemeo de neuronas ocultas

Si el error generalizado se mantiene en
un niv el consistentemente alto, el ncemey
de nodos ocultos es demasiado bajo o la
sesi—n de en@mamiento no ha sido sufi-
cientemente intensiva.

La funci—nfann_load de Libfann carga
una red guardada previamente mediante
fann_save(). Por otro lado, fann_run(ann,
input) devuelve el valor procesado por la
red entrenada. El script Rerl [5] automatiza
una prueba de la red neuronal. En esta
prueba, la salida de una red correctamente
entrenada se aceta bastante a las pediccio-
nes

Conclusione s

Libfann facilita la configur aci—n, el entena-
miento y el uso de las redes neupnales arti-
ficiales. El usuario no tendrf que preocu-
parse de los detalles matemiticos como
invertir la funci—n de actiaci—n. Elegir los
parfmetros adecuados paa la tasa de
aprendizaje y el ncemen de neuronas inter-
medias puede llevar algo de prictica y
paciencia. El error de aprendizaje, el error
genelizado y la comprensi—n de la sata-
ci—n de neunnas individuales nos propor-
cionartn algunas pistas de por quZ estf
fallando el entrenamiento de una red espe-
cfica. Libfann nos ayudarf a averiguar
estos \alores

La versi—n actual 2.0 de la liber'a libfann
extiende el alcance funcional, a—adiendo
nuevos algoritmos de apendizaje as’ como
nuevos tipos de neuonas
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